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OPTIMIZAREA MODELELOR DE PREDICTIE A HIPOGLICEMIEI
PRIN COMBINAREA ALGORITMILOR GENETICI
SI LEVENBERG-MARQUARDT
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Aceastd lucrare investigheaza o metoda de anticipare a episoadelor de hipoglicemie la persoanele cu diabet de
tip 1, folosind retele neuronale artificiale (RNA). Hipoglicemia este o problema semnicativa care apare adeseori in
urma tratamentului intens cu insulind; episoadele nocturne sunt foarte periculoase din cauza ca simptomele pot fi
adeseori gresit interpretate sau ignorate in timpul somnului si pot evolua catre convulsii sau coma chiar si deces.
Studiul examineaza date de monitorizare continud a glicemiei pe o perioadad de 3 luni ale cinci persoane diagnos-
ticate cu diabet de tip 1. Prin analiza datelor istorice disponibile, metoda propusd antreneazd un model de invitare
profunda pentru a detecta sabloane care pot semnaliza anticipat riscul de hipoglicemie. De asemenea, cercetarea
tici si Levenberg-Marquardt in procesul de antrenare. Aceasta adaptare refineaza precizia predictivd a modelului si
inbunatateste adaptarea dinamica la caracteristicile unice ale fiecarui pacient in parte pentru a imbunatati rapiditatea
si fiabilitatea predictiilor sale.

Cuvinte-cheie: sisteme de avertizare timpurie pentru diabet, retele neuronale, algoritmi bio-inspirati, computatie
evolutionara, inteligenta artificiala, monitorizare glicemicd personalizata.

OPTIMIZING HYPOGLYCEMIA PREDICTION MODELS BY

COMBINATING GENETIC AND LEVENBERG-MARQUARDT ALGORITHMS

This paper investigates a method for anticipating hypoglycemic episodes in individuals with type 1 diabetes using
artificial neural networks (ANNs). Hypoglycemia is a significant problem that often occurs as a result of intensive
insulin treatment; nocturnal episodes are particularly dangerous because symptoms can often be misinterpreted or
ignored during sleep and can progress to seizures, coma, or even death. The study examines continuous glucose mo-
nitoring (CGM) data over a 3-month period, insulin dose records, and food diaries of five individuals diagnosed with
type 1 diabetes. By analyzing available historical data, the proposed method trains a deep learning model to detect
patterns that can signal the risk of hypoglycemia in advance. Additionally, the research presents an approach to im-
prove the sensitivity and specificity of predictions by incorporating genetic algorithms and Levenberg-Marquardt in
the training process. This adaptation refines the predictive accuracy of the model and enhances dynamic adaptation
to the unique characteristics of each individual patient to improve the speed and reliability of its predictions.

Keywords: early warning systems for diabetes, neural networks, bio-inspired algorithms, evolutionary computa-
tion, artificial intelligence, personalized glycemic monitoring.

Introducere

Diabetul zaharat este o afectiune metabolica cronicd care se caracterizeaza prin productia insuficienta
sau lipsa totala de insulind, ceea ce complicd mentinerea nivelurilor corecte de zahar in sdnge. Persoane-
le care au fost diagnosticare cu diabet zaharat trebuie sa facd modificari semnficative in modurile lor de
viatd pentru a gestiona eficient nivelurile de glucoza in sange. Conform Organizatiei Mondiale a Sanatatii
(OMS), diabetul zaharat este una dintre cele patru boli netransmisibile cu cea mai mare ratd de mortalitate
comparativ cu alte afectiuni [1].

Hipoglicemia este definitd ca fiind atunci cand nivelul de glucoza in sange scade la niveluri critice si
reprezintd una dintre consecintele cele mai infricosdtoare ale tratamentului cu insulind. Episoadele sunt
considerate hipoglicemice cand glicemia scade sub 60 mg/dl (3,33 mmol/l), iar cele severe, sub 50 mg/dl
(2,8 mmol/l), necesitd interventie imediata [2].

182



)

Seria ,,Stiinte reale si ale naturii’
Stiinte biologice ISSN 1814-3237

O cercetare din 2004 a constatat ca aproximativ o treime dintrei cei care au participat (1076 de persoane)
au experimentat hipoglicemie severa cu o incidenta de 1,3 episoade/pacient pe an [3]. Hipoglicemia noctur-
nd este extrem de periculoasd deaorece somnul reduce semnificativ raspunsurile defensive ale corpului [4].

Intr-un studiu anterior subsemnatul sugera utilizarea unui model personalizat MISO (multi-input-single-
output), care se bazeaza pe o retea neuronald perceptron multistrat (MLP NN), ce integra o harta autoorga-
nizatoare (SOM) pentru a capta comportamentul metabolic al glucozei [5].

In domeniul cercetarii medicale si biomedicale se folosesc des retele neuronale artificiale (RNA) ca
unelte puternice de clasificare; aceste retele sunt recunoscute pentru abilitatea lor de modelare eficienta
a relatiilor non-liniare dintre variabile. Printre metodele comune de antrenare se numara algoritmul Le-
venberg-Marquardt (LM), care utilizeaza informatii de gradient de ordinul doi si Algoritmul Genetic (AG),
o tehnicad de optimizare inspirata din selectia naturala.

Aceasta cercetare isi propune sd dezvolte o metoda de instruire a retelelor neuronale pentru imbunatatirea
performantei algoritmului de clasificare prin explorarea unei abordari mixte care combina Algoritmul Ge-
netic (AG) cu algoritmul lui Levenberg-Marquard (LM), exploreaza beneficiile ambelor metode: AG este
utilizat pentru identificarea constantd a zonelor in apropierea optimului global, in timp ce LM rafineaza
acest proces prin ajustarea rapida a retelelor.

Metode si materiale aplicate

In cardul acestei cercetari a fost utilizat un set de date colectat de la 5 pacienti cu diabet zaharat de tip I
prin intermediul unui sistem mobil de asistenta, dezvoltat in studii anterioare [5].

Cu scopul de a dezvolta un sistem in timp real cu cerinte computationale reduse, este proiectatd o retea
neuronald feed-forward, formata din trei straturi care functioneaza ca o unitate de clasificare in cadrul stu-
diului. Structura retelei este ilustratd in Fig. 1.

Stratul de intrare proceseaza caracteristicile derivate din masuratorile glicemiei, in timp ce stratul de iesire
contine un singur nod care reprezinta rezultatul clasificarii: stare hipoglicemica sau non-hipoglicemica. Iesirea
tintd este setatd la valoarea 1 pentru starile hipoglicemice si -1 pentru conditiile non-hipoglicemice.

Fig. 1. Structura retei neuronale.
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Din Fig. 1 relatia de input-output a retei neuronale propuse poate fi scrisa ca:
M K

Y= Z#i tansig [Z(@mﬂn - Uu}] — 0z
i=1 n=1

Unde este ponderea legaturii dintre al-lea nod ascuns si n-a intrare, este ponderea legaturii dintre
i- al-lea nod ascuns si iesirea. sunt partiniri pentru stratul de intrare si stratul ascuns. este numarul de
noduri ascunse, este numarul de intrari, este functia de transfer sigmoid tangenta hiperbolica a stratului
ascuns.

In dezvoltarea unei retele neuronale, alegerea algoritmului de antrenament este esentiald pentru obtinerea
performantei optime de clasificare. Aceasta lucrare prezintd un proces de antrenament in doi pasi care va-
lorificd punctele forte ale algoritmilor genetici (GA) si ale metodei Levenberg-Marquardt (LM). Functia
de eroare utilizata pentru antrenament este eroarea medie patraticd (MSE) dintre iesirea retelei si tinta co-
respunzatoare. Numarul de noduri ascunse este determinat printr-o abordare de Incercare si eroare pentru a
identifica configuratia care da cele mai bune rezultate de clasificare .

GA este folosit pentru a optimiza parametrii retelei neuronale prin explorarea intregului spatiu de cauta-
re, ghidand antrenamentul catre optimul global. Initial, este generata o populatie de cromozomi (indivizi),
fiecare cromozom reprezentand un set de parametri pentru reteaua neuronald sub forma . Lungimea fiecarui
cromozom corespunde numarului total de parametri din retea. In timpul evolutiei, fiecare cromozom este
evaluat folosind o functie de fitness, care este definita dupd cum urmeaza [6]:

F(chromosome) = 1/ (1 + MSE)

In fiecare iteratie (sau generatie) a procesului de antrenare, populatia suferd actualizari prin selectie,
incrucisare si mutatie. In timpul selectiei, cromozomii sunt alesi pe baza valorilor lor de fitness pentru a
participa la reproducere. Cromozomii selectati sunt apoi supusi la doud operatii genetice: incrucisarea,
care combind informatii de la parinti, si mutatia, care introduce variatii In descendenti. Noii descendenti
sunt evaluati de functia de fitness, iar cei mai slabi cromozomi din populatie sunt inlocuiti. Acest proces
continud pana cand se indeplineste o conditie de terminare [6]. Cel mai bun cromozom din populatia finala
este utilizat pentru a initializa parametrii retelei neuronale pentru pasul urmator, unde se aplica algoritmul
Levenberg-Marquardt (LM).

Pentru a aborda limitdrile GA, cum ar fi reglarea find ineficientd si convergenta lenta, algoritmul LM
este folosit pentru optimizare locala, utilizand setul de parametri furnizat de GA. Algoritmul LM estimeaza
derivata a doua directionald a functiei de performantd (MSE) pentru a ghida antrenamentul catre un optim
local. Pentru a preveni supraajustarea si a mentine generalizarea, eroarea pe un set de validare este moni-
torizatd 1n timpul antrenamentului. Daca eroarea de validare creste pentru un numar predefinit de iteratii,
antrenamentul este oprit, iar parametrii din acel punct sunt adoptati ca ponderile si bias-urile finale ale
retelei neuronale [7].

Dupa determinarea parametrilor finali, se traseaza o curba Receiver Operating Characteristic (ROC)
pentru setul de antrenare. Curba ROC ilustreaza compromisul dintre rata de adevarat pozitiv (sensibilitatea)
si rata de fals pozitiv (1-specificitatea) pentru diferite praguri ale clasificatorului. In contextul detectarii
hipoglicemiei, sensibilitatea - capacitatea de a identifica corect episoadele hipoglicemice - are prioritate
fata de specificitate [8]. Astfel, pe baza curbei ROC, pragul de iesire este selectat pentru a obtine o sensi-
bilitate de clasificare de 80%. Aceastd abordare asigura o sensibilitate ridicatd, mentinand in acelasi timp o
specificitate rezonabild, in concordantd cu metodologia utilizata de Rickels et al. in evaluarea sistemelor de
monitorizare continud a glicemiei pentru evitarea hipoglicemiei [8].

Resultate obtinute si discutii

Profilurile actuale ale BGL de la cinci pacienti cu diabet zaharat de tip I care au fost colectate in timpul
studiului sunt prezentate in Fig. 2. Pragul BGL pentru a distinge intre hipoglicemie si non-hipoglicemie este
stabilit la 3,3 mmol/I.
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Fig. 2. Profilurile nivelului de glucoza din sange

ale pacientilor.
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O retea neuronala este dezvoltatd cu 2 noduri de intrare (1 caracteristica x 2 canale), M noduri ascunse
si 1 nod de iesire. M variazd de la 1 la 18 pentru a-1 selecta pe cel care ofera cele mai bune performante.
Ca rezultat, este recunoscut ca pentru aplicatia noastra cu 2 noduri de intrare si 1 nod de iesire, S = 7 da
cele mai bune rezultate de clasificare. Urmatoarele rezultate corespund unei retele neuronale de 7 noduri

ascunse.
Pentru instruirea bazata pe GA, setul de date a fost 1

mpartit Intr-un set de antrenament si un set de testare.

Setul de antrenament a constat din date de la 3 pacienti, denumiti pacienti A, B si C. Setul de testare a fost

format din date de la 2 pacienti suplimentari, D si E.

Urmatorii parametri si operatori au fost utilizati pentru formarea retelelor neuronale bazate pe GA:

Tabel 1. Parametri pentru formarea retelor neuronale bazate pe GA.

Parametru

Valoarea

Metoda de selectie

Clasament geometric normalizat

Operator crossover

Blend Crossover

Operator de mutatie

Mutatie neuniforma

Lungimea cromozomului 63
Generatii maxime 5000
Dimensiunea populatiei 70
Interval de parametri [-3, 3] for

Rezultatele clasificarii sunt prezentate in Tabelul 2.
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Tabel 2. Rezultatele clasificarii.

Metoda de Sensibilitatea Specificitatea Sensibilitatea Specificitatea
antrenament antrenamentului | antrenamentului testarii testarii
LM 74% 48% 61% 41%
GA 74% 36% 73% 39%
GA+LM 74% 52% 63% 57%
Concluzii

Aceasta lucrare detaliazd o abordare care combind algoritmii genetici (GA) si optimizarea Levenberg-
Marquard (LM) pentru a imbunatati performanta in clasificarea unui algoritm de detectare a hipoglicemiei.
Prin folosirea potentialului de cautare global al GA Tmpreuna cu avantajele cautarii locale ale LM in pro-
cesul de antrenament al retelelor neurale, rezultate arata o crestere a performantei clasificatorului, obtinand
panad la 74% sensibilitate si 52% specificitate pe setul de antrenament si 63% sensibilitate si 57% specifici-
tate pe setul de testare.

Avand in vedere aceste rezultate, cercetarile suplimentare sunt necesare pentnru a explora algoritmi mai
avansati si alte metode de a imbunatiti si mai mult performanta sistemului. In prezent, unul dintre limitirile
studiului reprezenta cantitatea redusa de date disponibile.

Prin aceastd metodologie propusa, se urmareste si avanseze in dezvoltarea sistem in timp real, capabil
sa monitorizeze starea pacientilor, oferind alerte atat pacientilor, cat si ingrijitorilor acestora atunci cand se
detecteazd hipoglicemie nocturna in timpul somnului.
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